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摘要 伪装场景理解（Concealed Scene Understand-
ing, CSU），旨在对伪装物体进行感知，是一个热门
的计算机视觉课题。目前该领域内先进技术和新颖
应用蓬勃发展，亟需一个新的综述，以方便研究人员
能够了解领域内的整体概况，包括当前进展和仍存
在的挑战。本文主要有以下四点贡献：（1）本文是首
篇面向伪装场景理解的深度学习技术综述，包括不
同任务分类总结、各任务所面临的挑战以及该领域
的发展情况。（2）为了对最先进的技术进行权威地
量化，本文为伪装目标分割（Concealed Object Seg-
mentation, COS）提供了最大且最新的基准评测。（3）
为了评估 CSU 领域深度学习方法在实际应用中的可
迁移性，本文收集了当前规模最大的隐蔽缺陷分割
数据集（CDS2K），包含了从多样化的工业场景中挑
选出的困难案例，并在此基础上构建了一个全面的
基准评测。（4）讨论了 CSU 社区的开放问题以及潜
在的研究方向。1
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1 本文的代码和数据集公开在 https://github.com/DengPingFan/
CSU，相关内容将持续更新，以观察和总结该领域的最新进展情况。本
文是论文 [1] 的中文翻译稿，译者：赵攀诚，并由季葛鹏、徐鹏和范登平
进行校稿。
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图 1 伪装样例展示。样例（a-d）展示了选自 [2] 的动物在他
们的自然栖息地的图像。样例（e）展示了通过艺术手法伪装
起来的人 [3]。样例（f）展示了合成的“狮子”图像 [4]。

1引言

伪装场景理解（Concealed Scene Understanding, CSU）
旨在识别表现出伪装模式的物体。就其本质而言，相
较于传统的目标检测 [5, 6]，CSU 显然更具挑战性。
CSU 有着非常广泛的现实应用，包括搜索和救援工
作、发现稀有物种、医疗健康（例如自动化诊断肠道
息肉 [7] 以及肺部病变 [8]）、农业（例如害虫检测 [9]
和水果成熟度检测 [10]）以及内容创作（例如娱乐艺
术 [11]）等等。在过去的十年中，学术界和工业界广泛
研究了 CSU 任务，并且使用传统的计算机视觉和模
式识别技术处理了各种具有伪装物体的图像，包括手
工设计的模式（例如运动线索 [12,13]、光流 [14,15]）、
启发式先验知识（例如颜色 [16]、纹理 [17]、光照强
度 [18, 19]）以及各种组合类的技术 [20–22]。

近年来，由于相关的基准数据集（例如 COD10K
[2,23]和 NC4K [24]）的出现以及深度学习迅猛发展，
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该领域取得了重要的进展。2020 年，Fan 等人 [2] 发
布了第一个大规模公开数据集 COD10K，旨在推动
视觉感知任务向解决伪装问题的方向发展。这也激发
了其他相关学科的研究。例如，Mei 等人 [25, 26] 提
出了一个基于分心感知来分割伪装物体的框架，并
且该框架可以扩展到识别自然场景中的透明材料任
务 [27] 中。2023 年，Ji 等人 [28] 开发了一个高效模
型来从目标级别的梯度信息中学习纹理特征，该模
型的可迁移性已经在多种下游任务中得到验证，包
括医学息肉分割以及道路裂缝检测。

尽管许多研究团队已经解决了许多与伪装物体
相关的任务，但本文相信，进一步加强现有工作间的
交互是有益的。因此，本文主要回顾了 CSU 的现状
以及最近基于深度学习的进展。同时提供了一个大
规模隐蔽缺陷分割数据集 CDS2K。该数据集包含了
从多样化的工业场景中挑选出的困难案例，能够为
CSU 提供一个有效的基准评测。

现有综述及其范围。本文的调研结果显示 CSU
社区中至今仅有几篇综述，主要回顾非深度学习技
术 [29,30]，另外有一些基准评测 [31,32] 的调研范围
相对较窄，例如聚焦于图像级别的分割任务，仅评估
了少量的深度学习方法。本文面向 CSU 领域中的深
度学习技术提供了一个综合性调研，具有更广的调
研范围，同时贡献了更为全面且面向实际应用的评
测基准。

贡献。本文的贡献总结如下：（1）本文首先针对
CSU 领域中的深度学习技术进行调研，包括任务分
类及其特定的挑战问题。针对现有数据集和技术方
案进行对比分析后，综述了该方向在深度学习时代
中的发展情况。（2）伪装目标分割（Concealed Object
Segmentation, COS）是 CSU 领域中一个重要的子
任务，且已经取得了很大进展。为了定量评估当前
前沿技术方案，本文为 COS 任务创建了包含最新方
法且评测角度最全面的基准评测。（3）为了评估深
度 CSU 模型应用在实际场景中的性能，本文重新构
建了一个规模最大的伪装缺陷分割数据集 CDS2K，
该数据集将来自各种工业环境具有挑战性的图像样
例纳入其中，并基于此数据集创建了综合性评测基
准。（4）本文深入讨论了 CSU 社区当前研究面临的
挑战和未来潜在的研究方向。

2背景

2.1 任务分类和公式

2.1.1 图像级别的 CSU

本节将介绍五种常用的图像级别 CSU 任务，它们可
以用一个统一的映射函数 F : X 7→ Y 表示，该函数
将输入空间 X 转换到目标空间 Y。
• 伪装目标分割 (Concealed Object Segmentation,
COS) [23,28]是一项与类别无关的密集预测任务，对
未知类别的伪装区域或物体进行分割。如图2（a）所
示，模型 FCOS : X 7→ Y表示在二值掩码 Y的监督
下，为图像 X的每个像素 x预测一个概率 p ∈ [0, 1]。
p 表示像素 x 属于伪装区域的置信度。

• 伪装目标定位（Concealed Object Localization,
COL）[24, 33] 旨在识别伪装目标最明显的区域，这
与人类的感知心理学 [33] 是一致的。该任务学习一
个密集映射函数 FCOL : X 7→ Y。如图2（b）所示，
输出 Y 是一个由眼球追踪设备捕获的非二值眼球
注视图。其关键点在于，对一个像素 x 的预测概率
p ∈ [0, 1] 表示其伪装的程度大小。

•伪装实例排序（Concealed Instance Ranking, CIR）
[24, 33] 是根据伪装场景中不同实例的可检测性来进
行排序，伪装程度被作为这种排序的基础。CIR 任
务的目标是学习一个从输入空间 X 到伪装排序空间
Y 的密集映射 FCIR : X 7→ Y，其中，Y 表示每个实
例的逐像素标注，用于表示该实例相对应的排序级
别。例如，在图2 (c) 中，展示了三只具有不同伪装
程度的蟾蜍，它们的排序标签来自于文献 [24]。为实
现这一项任务，可以使用每个实例的排序标签来替
换 Mask R-CNN [34] 等实例分割模型中的类别 ID
标签。

•伪装实例分割（Concealed Instance Segmentation,
CIS）[35,36]是一项根据语义特征来识别伪装场景中
实例的技术。与一般场景中实例分割 [37, 38] 为每个
实例分配一个类别标签不同，CIS识别每个伪装目标
的属性以更有效地区分不同的个体。为了实现这一
目标，CIS 任务采用了一个映射函数 FCIS : X 7→ Y，
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图 2 具有代表性的 CSU任务的图示。其中包含 5种图像级别的任务：（a）伪装目标分割 (COS)、（b）伪装目标定位（COL）、（c）
伪装实例排序（CIR）、（d）伪装实例分割（CIS）以及（e）伪装目标计数（COC）。另外 2 个是视频级别的任务：（f）视频伪
装目标检测（VCOD）以及（g）视频伪装目标分割（VCOS）。该图针对每个任务特有的标注方式进行了可视化，详细解释请
参见章节2.1。

其中，Y是一个涵盖了不同实体的标量集合，用于解
析图像中的每一个像素。图2 (d) 解释了这一概念。

•伪装目标计数（Concealed Object Counting, COC）
[39] 旨在估计隐藏在周围环境中的实例的数量，是
CSU 领域的一个新任务。如图2 (e) 所示，COC 估
计每个实例的中心坐标并生成他们的数量。其可以
被公式化表述为 FCOC : X 7→ Y，其中，X 是输入图
像，Y是模型输出，是一张指示场景中伪装实例的概
率密度图。

总的来说，图像级别的 CSU 任务可以根据其语
义信息被分为两组：对象级别（COS 和 COL）和实
例级别（CIR, COC 和 CIS）。对象级别的任务聚焦
于如何感知对象，而实例级别的任务旨在识别语义
以区分不同的实体。此外，根据其输出形式，COC
被视作稀疏型预测任务，其余任务则属于密集型预
测任务。表1所回顾的文献显示，COS 任务已经得到
了广泛的研究，至于其他三项任务的研究则正在逐
步增加。

2.1.2 视频级别的 CSU

给定一个包含 T 个视频帧的伪装视频片段 {Xt}Tt=1，
视频级别的 CSU 任务可以被表示为映射函数 F :

{Xt}Tt=1 7→ {Yt}Tt=1，用于解析密集空间中的空间-时
间对应关系，其中，Yt 是视频帧 Xt 所对应的标签。

•视频伪装目标检测（Video Concealed Object Dete-
ction, VCOD）[40] 与视频目标检测任务 [41] 相似。
该任务通过学习时空映射函数 FVCOD : {Xt}Tt=1 7→
{Yt}Tt=1 来识别和定位视频中隐藏的目标。该映射预
测每一帧 Xt 中伪装目标的位置并输出为 Yt。如图2
（f）所示，位置标签 Yt 以边界框的形式给出，每个边
界框使用 4 个数字 (x, y, w, h) 表示目标的位置。其
中，(x, y) 表示边界框左上角坐标，w 和 h 分别表示
边界框的宽度和高度。

•视频伪装目标分割（Video Concealed Object Segm-
entation, VCOS）[42] 源于伪装目标发现任务 [40]，
其针对视频中的伪装目标进行分割。该任务通常利
用时空线索来驱动模型学习一系列输入帧 Xt 和每
一帧对应分割掩码标注 Yt 之间的映射关系 FVCOS :

{Xt}Tt=1 7→ {Yt}Tt=1。VCOS 任务的分割掩码可视化
如图2 (g) 所示。

总的来说，与图像级别 CSU 任务相比，视频级
别 CSU 任务的发展相对缓慢，其主要原因是收集和
标注视频数据耗时费力。但是，随着第一个大规模
VCOS 基准 MoCA-Mask [42] 的建立，这一领域取
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得了根本性的进展，并展现出发展潜力，具有很大的
探索空间。

2.1.3 任务关联

在图像级别的 CSU 任务中，CIR 任务对理解能力的
需求最高，因为他不仅同时涉及到四个任务，例如，
对区域进行像素级别的分割（COS），计数（COC）
或者区分不同的实例（CIS），而且需要根据这些实
例在不同难度下的被注视概率（COL）对其进行排
序。此外，对于视频级别，由于分割任务需要模型提
供像素级的分类概率，因此 VCOS 是 VCOD 的下
游任务。

2.2 相关主题

接下来，本文将简要介绍显著目标检测（Salient
Object Detection, SOD）。与 COS 一样，SOD 任务
需要提取目标对象的属性，但 SOD 任务侧重于显著
性，而 COD 侧重于隐藏的属性。

• 图像级别的 SOD 旨在识别图像中最吸引注意力
的物体，并提取其精确的像素轮廓 [43]。在 SOD 领
域中，已经探索了许多基于深度学习的网络架构，例
如：多层感知机 [44–47]、全卷积网络 [48–52]、胶囊
网络 [53–55]、基于 Transformer 架构的网络 [56] 以
及混合网络 [57, 58]。同时，在 SOD 模型中也研究
了不同的学习策略，包括：数据高效的方法（例如：
基于分类标签的弱监督方法 [59–63] 以及基于伪标签
的无监督方法 [64–66]）、多任务范式（例如：目标计
数 [67,68]、眼动预测 [69,70]、语义分割 [71,72]、边缘
检测 [73–77]、图像描述 [78]）以及实例级范式 [79–82]
等。想全面了解这一领域发展概况的读者，可以参考
关于以下任务的经典综述文章或者代表性研究，包
括：视觉注意力 [83]、显著性预测 [84]、协同显著性
检测 [85–87]、RGB SOD [5,88–90]、RGB-D（深度,
Depth）SOD [91, 92]、RGB-T（热力图, Thermal）
SOD [93,94] 以及光场 SOD [95]。

• 视频级别的 SOD。视频显著目标检测（Video
Salient Object Detection, VSOD）早期起源于在视
频目标分割（Video Object Segmentation, VOS）任

务中引入注意力机制。在该阶段，任务场景相对简
单，视频中只包含一个移动的物体。由于移动的物
体往往会吸引视觉注意力，所以此阶段的 VOS 和
VSOD是等价任务。例如，Wang等人 [96]使用一个
全卷积神经网络来解决 VSOD 任务。随着 VOS 技
术的发展，研究人员引入了更复杂的场景（例如：复
杂背景、物体移动以及两个目标），这个阶段下两个
任务仍然是等价的。随后的工作利用了语义级别的
时空特征 [97–100]、循环神经网络 [101, 102] 或者光
流 [101, 103–105] 等离线运动线索。但是，随着更具
挑战性的视频场景引入（包括三个及以上的物体、同
步传输制摄像机以及物体移动），VOS 和 VSOD 不
再是等价任务了。然而，研究人员继续把这两个任务
视作等价，忽视了视频场景中多物体运动的视觉注
意力分配问题，严重阻碍了该领域的发展。为了解决
这个问题，2019 年，Fan 等人 [106] 引入了眼球追踪
器来标记多目标运动场景中的视觉注意力变化，并
首次强调了 VSOD 任务中的注意力转移问题，构造
了第一个大规模的 VSOD 基准–DAVSOD2以及一个
基线模型 SSAV，这推动 VSOD 任务进入了一个全
新的发展阶段。

• 附注： COS 和 SOD 是不同的任务，但是他们可
以通过 CamDiff 方法 [107] 相互受益，这一点已经
通过对抗学习 [108] 得到证明。二者的相关性促使了
联合研究工作的开展，例如最近提出的二分图像分
割 [109]。在章节6中，本文将继续探讨这些领域未来
潜在研究方向。

3 CSU 领域的深度学习模型

本节系统地回顾了深度 CSU 方法的任务定义和数据
类型，同时创建了一个 GitHub 仓库3用于提供该领
域最新、最全面的信息。

2 https://github.com/DengPingFan/DAVSOD
3 https://github.com/GewelsJI/SINet-V2/blob/main/AWESOME_

COD_LIST.md

https://github.com/DengPingFan/DAVSOD
https://github.com/GewelsJI/SINet-V2/blob/main/AWESOME_COD_LIST.md
https://github.com/GewelsJI/SINet-V2/blob/main/AWESOME_COD_LIST.md
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表 1 本文所回顾的图像级别 CSU 方法的基本特点。此总结概述了相关方法主要设计特点，包括：架构设计（Arc.）：模型
所使用的框架，可以是多流框架（MSF）、自底向上 & 自顶向下框架（BTF）或者多分支框架（BF）。多线索（M.C.）：是否
提供辅助线索。监督级别（S.L.）：使用全监督（⋆）或弱监督（♢）方式学习。任务级别（T.L.）：该方法所解决的任务，包
括 COS（•）、CIS（◦）、COC（□）和多任务学习（■）。N/A 表示源代码不可获取。关于上述基本特点更加详细的描述，请
参见章节3.1中关于图像级别 CSU 模型的介绍。

# Model Pub. Core Component Arc. M.C. S.L. T.L. Code
1 ANet [3] CVIU19 classification & segmentation streams BF ✓ ⋆ • Link
2 SINet [2] CVPR20 search and identification modules BTF - ⋆ • Link
3 MirrorNet [110] Access21 fuse input and mirror data streams MSF - ⋆ • Link
4 DCE [111] arXiv21 depth contribution exploration, confidence-aware loss BF ✓ ⋆ • Link
5 D2CNet [112] TIE21 dual-branch, dual-guidance & cross-refine BTF - ⋆ • Link
6 C2FNet [113] IJCAI21 context-aware cross-level fusion BTF - ⋆ • Link
7 UR-COD [114] MMAsia21 uncertainty of pseudo-edge labels MSF - ⋆ • Link
8 TINet [115] AAAI21 texture perception & feature interaction guidance BF ✓ ⋆ • N/A
9 JSCOD [108] CVPR21 uncertainty-aware adversarial learning MSF - ⋆ • Link

10 LSR [24] CVPR21 localize, segment, & rank objects simultaneously BF ✓ ⋆ ■ Link
11 MGL [116] CVPR21 mutual graph learning BF ✓ ⋆ • Link
12 PFNet [25] CVPR21 distraction mining, positioning and focus modules BTF - ⋆ • Link
13 UGTR [117] ICCV21 uncertainty-guided transformer reasoning BF ✓ ⋆ • Link
14 BAS [118] arXiv22 residual refinement module, hybrid loss BTF - ⋆ • Link
15 OSFormer [35] ECCV22 location-sensing transformer, coarse-to-fine fusion BF ✓ ⋆ ◦ Link
16 CFL [36] TIP22 camouflage fusion learning BF ✓ ⋆ ◦ Link
17 NCHIT [119] CVIU22 neighbor connection, hierarchical information transfer BTF - ⋆ • N/A
18 DTC-Net [120] TMM22 local bilinear & spatial coherence organization BTF - ⋆ • N/A
19 C2FNet-V2 [121] TCSVT22 context-aware cross-level fusion BTF - ⋆ • Link
20 CubeNet [122] PR22 encoder-decoder framework with X -connection BF ✓ ⋆ • Link
21 ERRNet [123] PR22 selective edge aggregation, reversible re-calibration BF ✓ ⋆ • Link
22 TPRNet [124] TVCJ22 transformer-induced progressive refinement BTF - ⋆ • Link
23 ANSA-Net [125] IJCNN22 attention-based neighbor selective aggregation BF ✓ ⋆ • N/A
24 BSANet [126] AAAI22 boundary-guided separated attention BF ✓ ⋆ • Link
25 FAPNet [127] TIP22 boundary guidance, feature aggregation & propagation BF ✓ ⋆ • Link
26 FindNet [128] TIP22 boundary-and-texture cues (extension of [126]) BF ✓ ⋆ • N/A
27 PINet [129] ICME22 cascaded decamouflage module, label reweighting BTF - ⋆ • N/A
28 OCENet [130] WACV22 online confidence estimation, dynamic uncertainty loss BF ✓ ⋆ • Link
29 BGNet [131] IJCAI22 edge-guidance feature & context aggregation modules BF ✓ ⋆ • Link
30 PreyNet [132] MM22 bidirectional bridging interaction, predator learning BF ✓ ⋆ • Link
31 DTINet [133] ICPR22 dual-task interactive transformer BF ✓ ⋆ • Link
32 ZoomNet [134] CVPR22 scale integration & hierarchical mixed-scale units MSF - ⋆ • Link
33 FDNet [135] CVPR22 frequency enhancement & high-order relation modules MSF - ⋆ • N/A
34 SegMaR [136] CVPR22 segment, magnify, reiterate in a iterative manner BTF - ⋆ • Link
35 SINetV2 [23] TPAMI22 neighbor connection decoder, group-reversal attention BTF - ⋆ • Link
36 MGL-V2 [137] TIP23 multi-source attention recovery (extension of [116]) BF ✓ ⋆ • Link
37 FBNet [138] TMCCA23 frequency-aware context aggregation & attention BTF - ⋆ • N/A
38 TANet [139] TCSVT23 texture-aware refinement, boundary-consistency loss BTF - ⋆ • N/A
39 LSR+ [33] TCSVT23 triple task learning (extension of [24]) BF ✓ ⋆ ■ Link
40 SARNet [140] TCSVT23 triple-stage refinement (search-amplify-recognize) BTF - ⋆ • Link
41 MFFN [141] WACV23 co-attention of multi-view, channel fusion unit MSF - ⋆ • Link
42 CRNet [142] AAAI23 feature-guided and consistency losses MSF - ♢ • Link
43 HitNet [143] AAAI23 high-resolution iterative feedback BTF - ⋆ • Link
44 DGNet [28] MIR23 gradient-based texture learning, efficient network BF ✓ ⋆ • Link
45 FSPNet [144] CVPR23 feature shrinkage pyramid with transformer BTF - ⋆ • Link
46 FEDER [145] CVPR23 deep wavelet-like decomposition BTF - ⋆ • Link
47 DCNet [146] CVPR23 pixel-level decoupling, instance-level suppression BF ✓ ⋆ ◦ Link
48 IOCFormer [39] CVPR23 unify density- and regression-based strategies BF ✓ ⋆ □ Link
49 PFNet+ [26] SCIS23 extension of PFNet [25] BTF - ⋆ • Link
50 DQnet [147] arXiv23 cross-model detail querying, relation-based querying MSF - ⋆ • Link
51 CamoFormer [148] arXiv23 masked separable attention BTF - ⋆ • Link
52 PopNet [149] arXiv23 source-free depth, object pop-out prior MSF - ⋆ • Link

3.1 图像级别的 CSU 模型

本节回顾了现有的四种图像级别的 CSU任务，包括：
伪装目标分割（COS）、伪装目标定位（COL）、伪装
实例排序（CIR）以及伪装实例分割（CIS）。表1中
总结了这些方法的主要特征。

3.1.1 伪装目标分割

本节从网络架构和学习范式两个维度讨论了现有的
伪装目标分割任务（COS）的解决方案。

• 网络架构。一般来说，全卷积网络（FCNs [150]）
是图像分割的标准解决方案，因为它可以接受一个
可变大小的输入并进行单次前馈传播。因此，基于
FCN 架构的模型在 COS 的解决方案中占主导地

https://sites.google.com/view/ltnghia/research/camo
https://github.com/DengPingFan/SINet
https://sites.google.com/view/ltnghia/research/camo
https://github.com/JingZhang617/RGBD-COD
https://github.com/MS-KangWang/COD-D2Net
https://github.com/thograce/C2FNet
https://github.com/nobukatsu-kajiura/UR-COD
https://github.com/JingZhang617/Joint_COD_SOD
https://github.com/JingZhang617/COD-Rank-Localize-and-Segment
https://github.com/fanyang587/MGL
https://mhaiyang.github.io/CVPR2021_PFNet/index
https://github.com/fanyang587/UGTR
https://github.com/xuebinqin/BASNet
https://github.com/PJLallen/OSFormer
https://sites.google.com/view/ltnghia/research/camo_plus_plus
https://github.com/Ben57882/C2FNet-TSCVT
https://github.com/mczhuge/CubeNet
https://github.com/GewelsJI/ERRNet
https://github.com/zhangqiao970914/TPRNet
https://github.com/zhuhongwei1999/BSA-Net
https://github.com/taozh2017/FAPNet
https://github.com/Carlisle-Liu/OCENet
https://github.com/thograce/BGNet
https://github.com/sxu1997/PreyNet
https://github.com/liuzywen/COD
https://github.com/lartpang/ZoomNet
https://github.com/dlut-dimt/SegMaR
https://github.com/GewelsJI/SINet-V2
https://github.com/fanyang587/MGL
https://github.com/JingZhang617/COD-Rank-Localize-and-Segment
https://github.com/Haozhe-Xing/SARNet
https://github.com/dwardzheng/MFFN_COD
https://github.com/dddraxxx/Weakly-Supervised-Camouflaged-Object-Detection-with-Scribble-Annotations
https://github.com/HUuxiaobin/HitNet
https://github.com/GewelsJI/DGNet
https://github.com/ZhouHuang23/FSPNet
https://github.com/ChunmingHe/FEDER
https://github.com/USTCL/DCNet
https://github.com/GuoleiSun/Indiscernible-Object-Counting
https://github.com/Mhaiyang/PFNet_Plus
https://github.com/CVPR23/DQnet
https://github.com/HVision-NKU/CamoFormer
https://github.com/Zongwei97/PopNet
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图 3 用于 COS 任务的网络架构概览。从左到右分别介绍了四种类型的框架：（a）多流框架、（b）自底向上/自顶向下框架及
其带有深度监督的变体（可选项）以及（c）分支网络框架。详情参见章节3.1.1。

位，主要分为以下三类：a）多流框架，包含多个输
入流，用以显式地学习多源表征，如图3（a）所示。
MirrorNet [110] 受生物启发，率先尝试增加额外的
数据流来打破伪装状态。最近的许多工作采用了多流
框架来改善他们的结果，包括：提供伪深度图 [149]、
伪边缘的不确定性 [114]、对抗性学习范式 [108]、频
域增强 [135])、多尺度输入 [134]或多视角输入 [141]、
多个主干骨干网络 [147]。与其他方法的监督设置不
同，CRNet [142] 是唯一使用涂鸦标签作为监督的弱
监督框架。这种方法有助于缓解有限标注数据导致的
过拟合问题。b）自底向上和自顶向下框架，在单次前
馈过程中使用较深的特征来逐步增强较浅的特征，如
图3 (b) 所示。例如，C2FNet [113] 采用了这种设计，
从粗到细地优化伪装的特征。此外，SegMaR [136]基
于该策略，使用子网络迭代优化的主网络。此外，其
它相关研究 [2, 23, 25, 26, 112, 118–121, 124, 125, 129,
138–140,143,144,148]利用该框架对中间特征层进行
深度监督策略 [151, 152]。这种做法也被特征金字塔
网络 [153] 所采用，即以密集形式进行自顶向下和自
底向上的特征传播，结合了更全面的多层次上下文
特征，同时在最终预测之前引入额外的监督信号，这
能够为更深层特征提供更可靠的监督指导。c）分支
框架，是一个单输入多输出的架构，由分割和辅助任
务分支共同组成，如图3 (c)所示。值得注意的是，分
支架构的分割部分可能与以前的一些框架有一些重
叠，如单流 [3] 以及自底向上和自顶向下 [24, 28, 33,
108, 111, 115–117, 122, 123, 125–128, 130–133, 137] 架

构。例如，ERRNet [123] 和 FAPNet [127] 是伪装目
标及其边界联合学习的典型案例。由于这些分支框
架与多任务学习范式密切相关，接下来章节中将提
供更多细节。

• 学习范式。本节将讨论 COS 任务的两种常见学
习范式: 单任务和多任务学习。a）单任务学习是
COS 任务中最常用的范式，它只涉及到伪装目标
的分割任务。基于这一范式，目前大多数工作设计
基于注意力的模块来助力目标区域的识别，例如文
献 [2, 23, 121]。b）多任务学习额外引入了一个辅助
任务来协调或补充分割任务，使得学习过程更加鲁
棒可靠。这些多任务框架可通过以下方式实现：进行
置信度估计 [108,117,130,132]、定位或排序 [24,33]、
类别预测 [3] 等辅助任务，或者学习伪装目标的深度
线索 [111,149]、边界线索 [116,122,123,126,127,131]
以及纹理线索 [28, 115] 等。

3.1.2 伪装实例排序

对这一主题展开研究的工作有限，Lv 等人 [24] 首次
观察到现有的 COS 方法不能量化伪装的难度等级。
并针对该问题，使用眼球追踪仪创建了一个新数据
集，CAM-LDR [33]，其中包含了实例分割的掩码标
注、眼动点掩码以及排序标注。此外，还提出了两个
统一的框架 LSR [24] 和其拓展版 LSR+ [33]，用于
同时学习定位、分割、排序三个任务。其背后的见解
是，具有鉴别性的定位区域可以指导全局范围内的



面向伪装场景理解的深度学习研究近况 7

表 2 本文所回顾的基于视频的 CSU 方法的基本特点。 光流（O.F.）: 是否预生成光流图。监督级别（S.L.）: 使用真实数
据（⋆）或者合成数据 (♣) 进行全监督学习，以及使用自监督学习 (♡)。任务级别（T.L.）: 视频伪装目标检测（△）以及分
割 (▲)。更多细节请参见章节3.2。

# Model Pub. Core Components O.F. S.L. T.L. Project
1 FMC [154] CVPR19 pixel trajectory recurrent neural network and clustering ✓ ⋆ ▲ N/A
2 VRS [40] ACCV20 video registration and motion segmentation network ✓ ⋆ △ Link
3 SIMO [155] BMVC21 dual-head architecture, synthetic dataset ✓ ♣ △ Link
4 MG [156] ICCV21 self-supervised motion grouping ✓ ♡ △ Link
5 RCF [157] arXiv22 rotation-compensated flow, camera motion estimation ✓ ⋆ △ N/A
6 OCLR [158] NeurIPS22 object-centric layered representation, synthetic dataset ✓ ♣ △ N/A
7 OFS [159] TPAMI22 expectation-maximization method, motion augmentation ✓ ♡ △ Link
8 QSDI [160] CVPR22 quantifying the static and dynamic biases ✓ ⋆ △ Link
9 SLTNet [42] CVPR22 implicit motion handling, short- and long-term modules - ⋆ ▲ Link

伪装目标分割任务。进而，不同伪装目标的可检出性
可以通过排序任务进行推断。

3.1.3 伪装实例分割

这项任务将 COS 任务从区域级别推进到实例级别，
相对于 COS而言是一个比较新的领域。Le等人 [36]
通过扩充现有数据集 CAMO [3]，建立了一个全新
的 CIS 任务基准 CAMO++。此外，他们还提出了
一种伪装融合学习策略，通过学习图像上下文信息
来微调现有的实例分割模型（例如 Mask R-CNN 模
型 [34]）。近来，在 COD10K [2] 以及 NC4K [24] 等
伪装实例分割基准的基础上，Pei等 [35]通过引入位
置感应 Transformer 以及由粗到细的融合这两个关
键设计，形成该领域第一个单阶段 Transformer 框
架 OSFormer。最近，Luo 等人 [146] 提出用像素级
伪装解耦模块和实例级伪装抑制模块这两种设计来
分割伪装实例。

3.1.4 伪装目标计数

最近，Sun等人 [39]为社区引入了一个新的挑战，即
针对不可辨认目标的计数问题（Indiscernible Object
Counting, IOC），来统计那些难以与周围环境区分
开的目标数量。为了解决这一领域缺乏合适的数据
集的问题，还建立一个大规模数据集 IOCfish5K，包
括许多难以辨认的目标（主要类别是鱼）的水下场
景高分辨率图像和密集型标注。并提出了一个名为
IOCFormer 的基线模型，在一个统一的框架中整合
了基于密度和基于回归的方法。

基于上述总结，COS 任务正在经历一个快速发
展期，每年都涌现出许多最新发表的论文。然而，针

对 COL、CLR 以及 CIS 任务提出的解决方案仍然
非常少，表明这些领域仍然没有得到充分的探索，为
未来研究提供了巨大的空间。值得注意的是，现有
的许多研究工作都可以作为参考（例如：显著性预
测 [84]、显著目标计数 [68] 以及显著实例分割 [82]），
为从伪装角度理解这些任务提供了一个扎实的基础。

3.2 视频级别的 CSU 模型

视频级别 CSU 任务有两个分支，包括检测和分割视
频中的伪装物体，详情请参考表2

3.2.1 视频伪装目标检测

由于逐像素标注的稀缺性，大多数工作 [156, 158]
将这一主题表述为分割任务的一个退化问题。这些
工作通常在 DAVIS [161]、FBMS [162] 等基于分割
的数据集上训练，然后在视频伪装目标检测数据集
MoCA [40] 上测试模型的泛化性。这些方法一致选
择离线的方式提取光流作为分割任务的运动信息指
导，但在学习策略上表现更多样化，如：使用真实
的 [40, 157,160] 或生成的 [155,158] 数据进行全监督
学习，以及使用自监督学习 [156,159]。

3.2.2 视频伪装目标分割

Xie 等人 [154] 提出了第一个发现视频中伪装目标的
工作，即：使用一个像素轨迹递归神经网络来聚集前
景运动线索进行分割任务。然而，这项工作受限于一
个小规模的数据集 CAD [163]。Cheng 等人 [42] 通
过创建一个具有像素级掩码的大规模 VCOS 基准数
据集集合 MoCA-Mask 来推动这一领域，还引入了

https://github.com/hlamdouar/MoCA/
https://www.robots.ox.ac.uk/~vgg/research/simo/
https://github.com/charigyang/motiongrouping
https://github.com/Etienne-Meunier-Inria/EM-Flow-Segmentation
https://yorkucvil.github.io/Static-Dynamic-Interpretability/
https://github.com/XuelianCheng/SLT-Net
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一个具有两阶段的基线模型 SLTNet 来隐式地利用
运动信息。

从上面的回顾来看，目前 VCOS 任务的方法仍
处于发展初期。在发展良好的视频分割领域中，已
经有几个同期工作（例如自监督关联学习 [164–168]、
为不同基于运动任务所设计的统一框架 [169–171]），
为进一步的探索指明了方向。此外，高级语义理解还
有一个值得补充的研究空白，如伪装场景中的语义
分割和实例分割。

4 CSU 数据集

近年来，研究者为 CSU 任务收集了许多图像和视频
级别的数据集。在表3中，本文总结了具有代表性的
数据集的特点。

4.1 图像数据集

• CAMO-COCO [3] 是为 COS 任务而收集的，包
括来自 8 个类别的 2,500 张图像样本，被划分为带
有伪装物体的 CAMO 数据集和带有非伪装物体的
MS-COCO数据集两部分。CAMO和 MS-COCO均
包含 1,250 张图像，其中 1,000 张用于训练，剩余
250 张用于测试。

• NC4K [24] 是目前评估 COS 模型的最大测试集
合。NC4K 由来源于互联网的 4,121 张伪装图像组
成，被分为两个大类别：自然场景和人工场景。除了
图像之外，这个数据集还提供了包括对象级分割和
实例级掩码的定位标签，使其成为该领域研究的宝
贵资源。在 Lv 等人 [24] 最近的一项研究中，利用
眼球追踪器来收集每个图像的眼动点信息。作者根
据收集到的图像创建了一个由 2,280 张图像组成的
CAM-FR 数据集，其中 2,000 张图像用于训练，280
张用于测试。该数据集有三种类型的标签，包括：定
位标签、排序标签以及实例级分割标签。

• CAMO++ [36] 是一个新发布的数据集，包含
5,500 个图像样本和层次化的逐像素标注。数据集被
分为两个部分：伪装样本包含 1,700 张训练图像和

1,000 张测试图像，非伪装样本包含 1,800 张训练图
像和 1,000 张测试图像。

• COD10K [2, 23] 是目前规模最大的数据集，具有
多样化的伪装场景。该数据集包含来自多个公开获
取摄影网站中收集到的 10,000 张图片，涵盖 10 个
父类别和 78 个子类别。在这些图片中包括 5,066 张
伪装图像和 1,934 张非伪装图像，剩余 3,000 张是背
景图片。COD10K 的伪装子集使用不同的标签，如
类别标签、边界框、目标级掩码和实例级掩码进行标
注，提供了一个多样化的标注集合。

• CAM-LDR [33] 包括 4,040 个训练样本和 2,026
个测试样本。这些样本选自常用的混合训练数据集，
即：来自 CAMO 数据集的 1,000 张训练样本和来
自 COD10K 数据集的 3,040 张训练样本；同时还提
供了测试数据集，包含来自于 COD10K 数据集的
2,026 张测试样本。CAM-LDR 数据集是 NC4K 数
据集 [24] 的扩展版本，包括四种类型的注标注：定
位标签、排序标签、目标级分割掩码和实例级分割掩
码。排序标签可根据伪装难度分为六个等级：背景、
简单、中等 1、中等 2、中等 3 和困难。

• S-COD [142] 是第一个在弱监督设置下专门为
COS 任务设计的数据集。该数据集包括 4,040 张训
练图像，其中 3,040 个样本选自 COD10K 数据集，
1,000 个样本来自 CAMO 数据集。这些样本使用涂
鸦形式进行了重新标注，这些标注是根据观察者的
第一印象所提供主要结构的粗略轮廓，并没有参考
到原始的像素级别真实标注。

• IOCfish5K [39] 是一个独特的数据集，重点在于
对伪装场景中鱼的实例进行计数。这个用于 COC任
务的数据集来源于 YouTube 网站中所收集的 5,637
张高分辨率图像，包含了 659,024 个目标中心点标
注。该数据集被分为三个子集，其中 3,137 张图像用
于训练，500 张用于验证，2,000 张用于测试。

附注：综上所述，三个数据集（CAMO、COD10K和
NC4K）通常被用于评估伪装对象分割（COS）任务
方法的基准，涉及到的实验设定在章节5.2中进行了
描述。对于伪装实例分割（CIS）任务，可以使用两个
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表 3 CSU 数据集的基本特点。 Train/Test: 训练集和测试集中样本的数量，例如：图像数据集中指图像数量，视频数据集
中指帧的数量。Task: 数据集的数据类型。N.Cam.: 是否包含非伪装样本。Cls.: 是否提供分类标签。B.Box: 是否为检测
任务提供标注框。Obj./Ins.: 是否为分割任务提供目标级别或实例级别的分割掩码。Rank: 是否为每个实例提供排序标签。
Scr.: 是否提供涂鸦形式的弱标签。Cou.: 是否提供密集的物体计数标签。详情请参见章节4.1和章节4.2中的描述。

# Dataset Year Pub. Train Test Task N.Cam. Cls. B.Box Obj. Ins. Fix. Rank Scr. Cou. Website
1 CAD [163] 2016 ECCV 0 836 Video - ✓ - ✓ - - - - - Link
2 CAMO-COCO [3] 2019 CVIU 2000 500 Image ✓ - - ✓ - - - - - Link
3 MoCA [40] 2020 ACCV 0 37,250 Video - ✓ ✓ - - - - - - Link
4 NC4K [24] 2021 CVPR 0 4,121 Image - - ✓ ✓ ✓ - - - - Link
5 MoCA-Mask [42] 2022 CVPR 19,313 3,626 Video - ✓ - ✓ - - - - - Link
6 CAMO++ [36] 2022 TIP 3,500 2,000 Image ✓ - ✓ ✓ ✓ - - - - Link
7 COD10K [2,23] 2022 TPAMI 6,000 4,000 Image ✓ ✓ ✓ ✓ ✓ - - - - Link
8 CAM-LDR [33] 2023 TCSVT 4,040 2,026 Image - - - ✓ ✓ ✓ ✓ - - Link
9 S-COD [142] 2023 AAAI 4,040 0 Image - - - - - - - ✓ - Link

10 IOCfish5K [39] 2023 CVPR 3,637 2,000 Image - ✓ - - - - - - ✓ Link

包含实例级分割掩码的数据集（COD10K和 NC4K）。
CAM-LDR 数据集提供了从物理眼球追踪设备收集
的眼动点信息和三种类型的注释，适用于计算机视
觉中各种基于大脑启发的探索。此外，还有两个来自
CSU 的新数据集：S-COD，可以设计用于弱监督的
COS方法；IOCfish5K，专注于对伪装场景中的物体
进行计数。

4.2 视频数据集

• CAD [163] 是一个包含 9 个短视频片段和 836 帧
的小型数据集。该数据集所使用的标注策略是稀疏
的，即：每隔五帧对伪装目标进行一次标注。因此，
该数据集有 191 个分割掩码可供使用。

• MoCA [40] 是一个来源于 YouTube 网站的综合
视频数据库，旨在检测移动的伪装动物。由 67 个类
别和 141 个视频片段所组成，具有 37,250 个高分辨
率视频帧和 7,617 个实例的相应标注框。

• MoCA-Mask [42] 是 MoCA 数据集 [40] 的扩
展，每隔五帧提供一次人工标注的分割掩码。MoCA-
Mask 数据集被分为两个部分：由 71 个短视频片段
组成的训练集（19,313个视频帧及其对应的 3,946个
分割掩码）和包含 16 个短视频片段的验证集（3,626
个视频帧及其对应的 745 个分割掩码）。对于未获得
标注的视频帧，使用基于双向光流的策略 [172] 生成
了对应的伪分割标签。

附注：MoCA 数据集是目前最大的伪装目标视频数
据集，但是仅提供用于目标检测的标签。因此，社区
内的研究人员 [156, 158] 通常通过将分割掩码转换为

检测边界框，来侧面评估一个训练好的分割模型的
性能。最近，MoCA-Mask 数据集的引入为伪装场景
中的视频分割带来了转机。尽管有这些进展，但数据
注释的数量和质量仍然不足以构建可靠的视频模型，
能够有效地处理复杂的伪装场景。

5 CSU 评测基准

本次调研结果显示，COS 任务的方法构建相对完善，
并且提供了许多有竞争力的方法，因此本节的基准
评测会建立在 COS 任务之上。下面几节将详细介绍
评测指标 (章节5.1)、基准评测协议 (章节5.2)、定量
分析 (章节5.3、章节5.4、章节5.5) 以及定性比较 (章
节5.6)。

5.1 评估指标

如文献 [23] 中所建议的，有五个常用的指标4可以用
作 COS 任务的评估。本文将预测的掩码 P 与相同
分辨率大小的真实掩码 G 进行比较。

• MAE (平均绝对误差, M)是一个传统的逐像素级
别度量指标，可以定义为：

M =
1

W ×H

W∑
x

H∑
y

|P(x, y)− G(x, y)|, (1)

其中，W 和 H 是真实掩码 G的宽和高，(x, y)是 G
中的像素坐标。

4 https://github.com/DengPingFan/CSU/tree/main/cos_eval_
toolbox

http://vis-www.cs.umass.edu/motionSegmentation/
https://sites.google.com/view/ltnghia/research/camo
https://www.robots.ox.ac.uk/~vgg/data/MoCA/
https://github.com/JingZhang617/COD-Rank-Localize-and-Segment
https://xueliancheng.github.io/SLT-Net-project/
https://sites.google.com/view/ltnghia/research/camo_plus_plus
https://dengpingfan.github.io/pages/COD.html
https://github.com/JingZhang617/COD-Rank-Localize-and-Segment
https://github.com/dddraxxx/Weakly-Supervised-Camouflaged-Object-Detection-with-Scribble-Annotations
https://github.com/GuoleiSun/Indiscernible-Object-Counting
https://github.com/DengPingFan/CSU/tree/main/cos_eval_toolbox
https://github.com/DengPingFan/CSU/tree/main/cos_eval_toolbox
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表 4 CAMO [3] 测试集上的定量结果对比。本文从两个方面对方法进行分类，包括：使用基于卷积骨干网络（例如：ResNet
[173]，Res2Net [174], EffNet [175] 以及 ConvNext [176]）的方法和使用基于 Transformer 骨干网络（例如：MiT [177]、
PVTv2 [178] 和 Swin [179]）的方法。本文遵循原论文中预设的输入分辨率测试了两个用于衡量模型效率的指标，即模型参数
（Para）和乘积运算（MACs）。此外，还报告了 9 个评价指标，排名前三的数值分别使用红色、绿色和蓝色标注显示，↑/↓ 表
示分数越高/越低越好。如果由于代码尚未公开问题而无法获取到对应的结果，表格中用连字符（-）来表示。除单独说明，在
随后的表格中将遵循以上描述的符号设置。

Model Pub/Year Backbone Input Para. MACs Sα ↑ Fw
β ↑ M ↓ Ead

ϕ ↑ Emn
ϕ ↑ Emx

ϕ ↑ Fad
β ↑ Fmn

β ↑ Fmx
β ↑

• Convolution-based Backbone
SINet [2] CVPR20 ResNet-50 3522 48.95M 19.42G 0.745 0.644 0.092 0.825 0.804 0.829 0.712 0.702 0.708

D2CNet [112] TIE21 Res2Net-50 3202 - - 0.774 0.683 0.087 0.844 0.818 0.838 0.747 0.735 0.743
C2FNet [113] IJCAI21 Res2Net-50 3522 28.41M 13.12G 0.796 0.719 0.080 0.865 0.854 0.864 0.764 0.762 0.771

TINet [115] AAAI21 ResNet-50 3522 28.56M 8.58G 0.781 0.678 0.087 0.847 0.836 0.848 0.729 0.728 0.745
JSCOD [108] CVPR21 ResNet-50 3522 121.63M 25.20G 0.800 0.728 0.073 0.872 0.859 0.873 0.779 0.772 0.779

LSR [24] CVPR21 ResNet-50 3522 57.90M 25.21G 0.787 0.696 0.080 0.859 0.838 0.854 0.756 0.744 0.753
R-MGL [116] CVPR21 ResNet-50 4732 67.64M 249.89G 0.775 0.673 0.088 0.848 0.812 0.842 0.738 0.726 0.740
S-MGL [116] CVPR21 ResNet-50 4732 63.60M 236.60G 0.772 0.664 0.089 0.850 0.807 0.842 0.733 0.721 0.739

PFNet [25] CVPR21 ResNet-50 4162 46.50M 26.54G 0.782 0.695 0.085 0.855 0.841 0.855 0.751 0.746 0.758
UGTR [117] ICCV21 ResNet-50 4732 48.87M 127.12G 0.785 0.686 0.086 0.861 0.823 0.854 0.749 0.738 0.754

BAS [118] arXiv21 ResNet-34 2882 87.06M 161.19G 0.749 0.646 0.096 0.808 0.796 0.808 0.696 0.692 0.703
NCHIT [119] CVIU22 ResNet-50 2882 - - 0.784 0.652 0.088 0.841 0.805 0.840 0.723 0.707 0.739

C2FNet-V2 [121] TCSVT22 Res2Net-50 3522 44.94M 18.10G 0.799 0.730 0.077 0.869 0.859 0.869 0.777 0.770 0.779
CubeNet [122] PR22 ResNet-50 3522 - - 0.788 0.682 0.085 0.852 0.838 0.860 0.734 0.732 0.750
ERRNet [123] PR22 ResNet-50 3522 69.76M 20.05G 0.779 0.679 0.085 0.855 0.842 0.858 0.731 0.729 0.742
TPRNet [124] TVCJ22 Res2Net-50 3522 32.95M 12.98G 0.807 0.725 0.074 0.880 0.861 0.883 0.777 0.772 0.785
FAPNet [127] TIP22 Res2Net-50 3522 29.52M 29.69G 0.815 0.734 0.076 0.877 0.865 0.880 0.776 0.776 0.792
BSANet [126] AAAI22 Res2Net-50 3842 32.58M 29.70G 0.794 0.717 0.079 0.866 0.851 0.867 0.768 0.763 0.770
OCENet [130] WACV22 ResNet-50 4802 60.31M 59.70G 0.802 0.723 0.080 0.866 0.852 0.865 0.776 0.766 0.777

BGNet [131] IJCAI22 Res2Net-50 4162 79.85M 58.45G 0.812 0.749 0.073 0.876 0.870 0.882 0.786 0.789 0.799
PreyNet [132] MM22 ResNet-50 4482 38.53M 58.10G 0.790 0.708 0.077 0.856 0.842 0.857 0.763 0.757 0.765

ZoomNet [134] CVPR22 ResNet-50 3842 32.38M 95.50G 0.820 0.752 0.066 0.883 0.877 0.892 0.792 0.794 0.805
FDNet [135] CVPR22 Res2Net-50 4162 - - 0.841 0.775 0.063 0.901 0.895 0.908 0.803 0.807 0.826

SegMaR [136] CVPR22 ResNet-50 3522 56.21M 33.63G 0.815 0.753 0.071 0.881 0.874 0.884 0.795 0.795 0.803
SINetV2 [23] TPAMI22 Res2Net-50 3522 26.98M 12.28G 0.820 0.743 0.070 0.884 0.882 0.895 0.779 0.782 0.801

CamoFormer-C [148] arXiv23 ConvNeXt-B 3842 96.69M 50.77G 0.859 0.812 0.050 0.919 0.913 0.920 0.842 0.842 0.855
CamoFormer-R [148] arXiv23 ResNet-50 3842 54.25M 78.85G 0.816 0.712 0.076 0.863 0.874 0.916 0.735 0.745 0.813

PopNet [149] arXiv23 Res2Net-50 5122 188.05M 154.88G 0.808 0.744 0.077 0.871 0.859 0.874 0.790 0.784 0.792
CRNet [142] AAAI23 ResNet-50 3202 32.65M 11.83G 0.735 0.641 0.092 0.829 0.815 0.830 0.709 0.701 0.707
PFNet+ [26] SCIS23 ResNet-50 4802 - - 0.791 0.713 0.080 0.862 0.850 0.865 0.764 0.761 0.770

DGNet-S [28] MIR23 EffNet-B1 3522 7.02M 2.77G 0.826 0.754 0.063 0.896 0.893 0.907 0.786 0.792 0.810
DGNet [28] MIR23 EffNet-B4 3522 19.22M 1.20G 0.839 0.769 0.057 0.906 0.901 0.915 0.804 0.806 0.822

• Transformer-based Backbone
DTINet [133] ICPR22 MiT-B5 2562 266.33M 144.68G 0.856 0.796 0.050 0.918 0.916 0.927 0.821 0.823 0.843

CamoFormer-S [148] arXiv23 Swin-B 3842 97.27M 64.13G 0.876 0.832 0.043 0.935 0.930 0.938 0.856 0.856 0.871
CamoFormer-P [148] arXiv23 PVTv2-B4 3842 71.40M 39.74G 0.872 0.831 0.046 0.931 0.929 0.938 0.853 0.854 0.868

HitNet [143] AAAI23 PVTv2-B2 7042 25.73M 55.95G 0.849 0.809 0.055 0.910 0.906 0.910 0.833 0.831 0.838

• F-measure (F 度量, Fβ) 定义为:

Fβ =
(1 + β2)Precision × Recall

β2 Precision + Recall , (2)

其中，根据 [90] 中的推荐，β2 = 0.3 用来强调准确
率重要性大于召回率。另外两个指标的定义如下：

Precision =
|P(T ) ∩ G|
|P(T )| , Recall = |P(T ) ∩ G|

|G|
, (3)

其中，P(T ) 是使用阈值 T ∈ [0, 255] 对非二值的预
测图 P 进行阈值化处理后得到的一个二值掩码。| · |
用于计算图内部的掩码的总面积。因此，可以使用 0
到 255 之间变化的阈值将非二值预测掩码转换为一
系列的二值掩码。对所有阈值进行迭代计算后，得到
了三个指标，分别是 F 度量的最大值（Fmx

β ）、平均
值（Fmn

β ）和自适应值（F ad
β ）。

• Enhanced-alignment measure（增强匹配指标,
Eϕ）[180,181] 是一个最近提出的二值前景评价指标，
它考虑了两个二值图像之间局部相似度和全局相似
度。公式定义为：

Eϕ =
1

W ×H

W∑
x

H∑
y

ϕ [P(x, y),G(x, y)] , (4)

其中，ϕ 是增强对齐矩阵。与 Fβ 类似，该指标也包
括在所有阈值上计算的三个值，即增强匹配指标的
最大值（Emx

ϕ ）、平均值（Emn
ϕ ）以及自适应值（Ead

ϕ ）。

• Structure measure（结构度量, Sα）[182,183]用
来衡量非二值预测图和真实掩码之间的结构相似度：
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Sα = (1− α)So(P,G) + αSr(P,G), (5)

其中，α 用于平衡目标感知相似度 So 和区域感知相
似度 Sr。与原论文设定一致，本文默认设置 α = 0.5。

5.2 实验协议

根据 Fan等人 [23]建议，所有参与基准测试的方法都
在同一个混合数据集上进行训练，包括 COD10K [2]
和 CAMO [3]两个数据集的训练部分，共计 4,040个
样本。然后在三个常用的基准数据集上进行模型评
估：2,026 个样本的 COD10K 测试集合 [2]、250 个
样本的 CAMO 测试集合 [3]、4,121 个样本的 NC4K
测试集合 [24]。

5.3 关于 CAMO 的定量分析

如表4中所述，在 CAMO 测试数据集 [3] 上使用各
种指标评估了 36 种基于深度学习的模型。依据所使
用的骨干网络，可以将这些模型分为两组：32 个基
于卷积神经网络的和 4 个基于 Transformer 的。对
于那些使用卷积骨干网络的模型，本文观察到如下
几个有趣的发现：
• CamoFormer-C [148]借助于 ConvNeXt [176]骨干
网络，在 CAMO 数据集上取得了最好的性能，在
一些评估指标上甚至部分超越了基于 Transformer
的方法，如 Sα 指标的数值：0.859（CamoFormer-C
模型）对比 0.856（DTINet 模型 [133]）对比 0.849
（HitNet 模型 [143]）。然而，以 ResNet-50 为骨干网
络的 CamoFormer-R 模型 [148] 无法超越与之具有
相同骨干网络的竞争对手，例如：使用多尺度缩放
策略的 ZoomNet 模型 [134] 和使用迭代细化策略的
SegMaR 模型 [136]。
• 基于 Res2Net 为骨干网络的模型中，FDNet [135]
使用 4162 大小的高分辨率输入，在 CAMO 上取得
了最佳性能。此外，SINetV2 模型 [23] 和 FAPNet
模型 [127] 也使用相同的骨干网络在 3522 的小尺寸
输入下也取得了令人满意的结果。
• DGNet [28]是一个高效的模型，尽管它只有 19.22M
参数量和 1.20G 计算成本，但与 JSCOD 模型 [108]

（121.63M）和 PopNet 模型 [149]（181.05M）等大重
量模型相比，DGNet 的性能也能排进前 3 名。该模
型在性能和效率之间寻求了一个平衡，这使它成为
一个非常有前景的架构，值得进一步探索其潜力。

• 有趣的是，CRNet 模型 [142] 作为一个弱监督模
型，与早期的全监督模型 SINet [2] 在性能方面旗鼓
相当。这说明仍有足够的空间开发新模型，来弥补数
据高效学习方法（例如自监督或半监督学习）与全监
督方法之间的差距。

此外，基于 Transformer的方法因其优异的长距
离建模能力，大大提升了模型性能。本文在 CAMO
测试数据集上测试了四个基于 Transformer 的模型，
得出了三个值得关注的发现：

• CamoFormer-S 模型 [148] 利用 Swin Transformer
增强了对伪装内容的分层建模能力，在 CAMO 基
准测试中取得了最优异的表现。本文观察到，基于
PVT 的变体 CamoFormer-P 模型 [148] 在参数量较
少的情况下（71.40M（CamoFormer-P）对比 97.27M
（CamoFormer-R）），取得了与 CamoFormer-S 相似
的结果。

• DTINet 模型 [133] 是一个双流分支网络，利用
SegFormer [177] 中的 MiT-B5 语义分割模型作为主
干。尽管它有 266.33M 的模型参数量，但由于难以
在训练阶段平衡如此大重量的两个分支，其性能表
现并没有令人印象深刻。尽管如此，这一尝试也打破
了我们的成见，激励我们可以研究语义分割模型在
伪装场景中的可移植性。

• 本文还研究了输入图像的分辨率对不同模型性能
的影响。HitNet 模型 [143] 使用大小为 7042 的高分
辨率图像，这可以提高模型检测小目标的能力，但
代价是增加了计算成本。类似的，基于卷积的方法，
如 ZoomNet [134] 通过采用多个不同分辨率的输入
（最大输入为 5762）来提高分割性能，也取得了令人
印象深刻的性能。但是，不是所有模型都能从这种
方法中受益。例如使用 4802 分辨率图像作为输入的
PopNet 模型 [149] 在所有评价指标上都没有超过使
用 3522 分辨率输入的 SINetV2 模型 [23]。这一观察
结果引发两个关键性的问题：高分辨率图像是否应
该用于伪装场景，以及我们如何制定有效的学习策
略来检测不同大小的伪装物体？本文将提出这些问
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题的潜在解决方案，并会在章节5.5中基于 COD10K
测试数据集提供一些有趣的分析。

5.4 关于 NC4K 的定量分析

与 CAMO 数据集相比，NC4K 数据集 [24] 的数据
规模更大、样本多样性更丰富，因此结论可能会发
生微妙的变化。表5介绍了在目前最大的 COS 测试
数据集 NC4K 的定量结果，其中有 4,121 个样本。
该基准测评包括 28 个基于卷积的方法和 4 个基于
Transformer 的方法。观察结果如下：

• CamoFormer-C [148] 在 NC4K 测试数据集上仍
优于所有方法。但与章节5.3中描述的在 CAMO 上
观察到的尴尬情况相反的是，基于 ResNet-50 的
CamoFormer-R [148]在 NC4K上的表现优于其他两
个竞争对手（即：SegMaR [136] 和 ZoomNet [134]）。
这些结果证实了 CamoFormer 解码器设计在将潜特
征空间映射回预测空间方面的有效性，特别是处理
那些更为复杂的场景时。

• DGNet模型 [28]在具有挑战性的 NC4K数据集上
表现平平，这可能是由于模型参数较少，导致其建模
能力受限。然而，这个缺点让模型拥有了一个轻量级
和简单的结构，更有利于后续模型的修改和拓展。

• 尽管 PopNet [149] 在小规模数据集 CMAO 上可
能表现不佳，但在更具挑战性的 NC4K 数据集上展
现了优势。这表明使用额外网络来生成深度图先验
信息，有助于模型检测更具挑战性的样本。与基于
Res2Net-50骨干网络的 SINetV2模型相比，PopNet
模型被设计的更重量（即：188.05M 对比 26.98M），
并且输入图像的分辨率更大（即：5122 对比 3522），
但这些改变仅仅使 PopNet 模型在 Emn

ϕ 指标的数值
上提高了 0.6%。

• 关于 CamoFormer 模型 [148]，其两个变体模型之
间存在明显的性能差异。具体来说，基于 Swin-B 骨
干网络的 CamoFormer-S 模型性能稍逊一筹，而基
于 PVTv2-B4 骨干网络的 CamoFormer-P 模型表现
更好。

5.5 关于 COD10K 的定量分析

在表6中，展示了 36 个模型在具有多样化伪装图像
案例的 COD10K 测试数据集上的性能比较，其中包
括 32 个基于卷积的模型和 4 个基于 Transformer 的
模型。

• CamoFormer-C 模型 [148] 因具有强大的骨干网
络，仍是所有基于卷积的方案中表现最佳的。与其在
NC4K 上的表现类似，CamoFormer-R 模型 [148] 再
次超越了具有相同骨干网络的强大竞争对手，例如：
SegMaR 模型 [136] 和 ZoomNet 模型 [134]。
• 与它在 NC4K 数据集上的表现相似，PopNet [149]
在 COD10K 测试数据集上也同样取得了优异的表
现，排名仅次于 CamoFormer-C 模型 [148]。本文认
为，场景的深度先验知识在提高对伪装环境理解能
力方面起着至关重要的作用。这一见解将会推进研
究更为智能的方法来学习结构性先验，例如：将多任
务学习或启发式方法纳入模型之中。

•值得注意的是，HitNet模型 [143]在 COD10K基准
测试中取得了最高的性能，超过了使用更强的骨干网
络（例如：Swin-B和 PVTv2-B4等）的模型。为了弄清
该现象的起因，本文计算了三个测试数据集中所有图
像样本分辨率的平均值，分别为：CAMO（W=693.89，
H=564.22）、NC4K（W=709.19，H=529.61）以及
COD10K（W=963.34，H=740.54）。统计结果显示，
COD10K 测试集合的整体样本分辨率最高，这表明
利用高分辨率输入或多尺度建模的模型将更容易从
中受益。因此，在存在高分辨率图像的情况下，HitNet
是检测伪装物体的不错选择。

5.6 定性比较

本节从视觉上评估了当前表现最优的模型在具有挑
战性和复杂的图像样本上的表现。本文选取了 10
组表现最好模型所预测的结果，包括：6 个基于卷
积的模型（即：CamoFormer-C [148]、DGNet [28]、
PopNet [149]、ZoomNet [134]、FDNet [135] 以及
SINetV2 [23]）、2 个基于 Transformer 的模型（即：
CamoFormer-S [148] 和 HitNet [143]）以及 2 个其
他类型的模型（包括最早的基线模型模型 SINet [2]
以及一个弱监督模型 CRNet [142]）。所有的样本都
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表 5 NC4K [24] 测试集上的定量比较。
Model Pub/Year Backbone Sα ↑ Fw

β ↑ M ↓ Ead
ϕ ↑ Emn

ϕ ↑ Emx
ϕ ↑ Fad

β ↑ Fmn
β ↑ Fmx

β ↑

• Convolution-based Backbone
SINet [2] CVPR20 ResNet-50 0.808 0.723 0.058 0.883 0.871 0.883 0.768 0.769 0.775

C2FNet [113] IJCAI21 Res2Net-50 0.838 0.762 0.049 0.901 0.897 0.904 0.788 0.795 0.810
TINet [115] AAAI21 ResNet-50 0.829 0.734 0.055 0.882 0.879 0.890 0.766 0.773 0.793

JSCOD [108] CVPR20 ResNet-50 0.842 0.771 0.047 0.906 0.898 0.907 0.803 0.806 0.816
LSR [24] CVPR21 ResNet-50 0.840 0.766 0.048 0.904 0.895 0.907 0.802 0.804 0.815

R-MGL [116] CVPR21 ResNet-50 0.833 0.740 0.052 0.890 0.867 0.893 0.778 0.782 0.800
S-MGL [116] CVPR21 ResNet-50 0.829 0.731 0.055 0.885 0.863 0.893 0.771 0.777 0.797

PFNet [25] CVPR21 ResNet-50 0.829 0.745 0.053 0.894 0.887 0.898 0.779 0.784 0.799
UGTR [117] ICCV21 ResNet-50 0.839 0.747 0.052 0.889 0.874 0.899 0.779 0.787 0.807

BAS [118] arXiv21 ResNet-34 0.817 0.732 0.058 0.868 0.859 0.872 0.767 0.772 0.782
NCHIT [119] CVIU22 ResNet-50 0.830 0.710 0.058 0.872 0.851 0.894 0.751 0.758 0.792

C2FNet-V2 [121] TCSVT22 Res2Net-50 0.840 0.770 0.048 0.900 0.896 0.904 0.799 0.802 0.814
ERRNet [123] PR22 ResNet-50 0.827 0.737 0.054 0.892 0.887 0.901 0.769 0.778 0.794
TPRNet [124] TVCJ22 Res2Net-50 0.846 0.768 0.048 0.901 0.898 0.911 0.798 0.805 0.820
FAPNet [127] TIP22 Res2Net-50 0.851 0.775 0.047 0.903 0.899 0.910 0.804 0.810 0.826
BSANet [126] AAAI22 Res2Net-50 0.841 0.771 0.048 0.906 0.897 0.907 0.805 0.808 0.817
OCENet [130] WACV22 ResNet-50 0.853 0.785 0.045 0.908 0.902 0.913 0.812 0.818 0.831

BGNet [131] IJCAI22 Res2Net-50 0.851 0.788 0.044 0.911 0.907 0.916 0.813 0.820 0.833
PreyNet [132] MM22 ResNet-50 0.834 0.763 0.050 0.899 0.887 0.899 0.805 0.803 0.811

ZoomNet [134] CVPR22 ResNet-50 0.853 0.784 0.043 0.907 0.896 0.912 0.814 0.818 0.828
FDNet [135] CVPR22 Res2Net-50 0.834 0.750 0.052 0.895 0.893 0.905 0.774 0.784 0.804

SegMaR [136] CVPR22 ResNet-50 0.841 0.781 0.046 0.905 0.896 0.907 0.821 0.821 0.826
SINetV2 [23] TPAMI22 Res2Net-50 0.847 0.770 0.048 0.901 0.903 0.914 0.792 0.805 0.823

CamoFormer-C [148] arXiv23 ConvNeXt-B 0.883 0.834 0.032 0.937 0.933 0.940 0.851 0.857 0.870
CamoFormer-R [148] arXiv23 ResNet-50 0.855 0.788 0.042 0.913 0.900 0.914 0.820 0.821 0.830

PopNet [149] arXiv23 Res2Net-50 0.861 0.802 0.042 0.915 0.909 0.919 0.830 0.833 0.843
DGNet-S [28] MIR23 EfficientNet-B1 0.845 0.764 0.047 0.902 0.902 0.913 0.789 0.799 0.819

DGNet [28] MIR23 EfficientNet-B4 0.857 0.784 0.042 0.910 0.911 0.922 0.803 0.814 0.833
• Transformer-based Backbone

DTINet [133] ICPR22 MiT-B5 0.863 0.792 0.041 0.914 0.917 0.926 0.809 0.818 0.836
CamoFormer-S [148] arXiv23 Swin-B 0.888 0.840 0.031 0.941 0.937 0.946 0.857 0.863 0.877
CamoFormer-P [148] arXiv23 PVTv2-B4 0.892 0.847 0.030 0.941 0.939 0.946 0.863 0.868 0.880

HitNet [143] AAAI23 PVTv2-B2 0.875 0.834 0.037 0.928 0.926 0.929 0.854 0.853 0.863

是根据七个不同细粒度的属性，从 COD10K 测试数
据集中挑选的。在图4中展现了上述方法预测结果的
定性比较，并提供了几处有趣的发现。

• 多个对象的属性（MO）具有一定挑战性，因为当
前表现最佳的模型存在较高的假阴性率。正如图4的
第一列所示，十个模型中只有两个能够大致定位白
色飞鸟，请观察图中真值掩码的红圈标注。这两个模
型是 CamoFormer-S [148] 和 FDNet [135]，前者采
用强大的基于 Transformer编码器的方法，后者利用
了基于频域的学习策略。

• 本文测试的模型可以通过精确定位目标的主体部
分，来准确检测大物体（BO）。然而，这些模型难以
识别更细微的细节，例如图4中第二列被红色圆圈标
识出的蟾蜍爪子。

• 小物体（SO）属性具有挑战性，因为它在图像中
仅占据很小的区域，如 COD10K [2]中所报告的，通
常小于总像素的 10%。如图4中第三列所示，只有两
个模型（CamoFormer-S和 CamoFormer-C [148]）可
以检测到远处地上躺着一只可爱的猫。出现这样的
困难主要有两个原因：首先，模型很难将小物体与图

像中复杂的背景或其他不相关的物体区分开来；其
次，由于低分辨率输入和下采样操作，造成了检测器
可能会错过微小区域。

• 视野外（OV）属性指的是部分超出图像边界的对
象，导致图像中物体显示不完整。为了解决这个问题，
模型应该对伪装场景具有更好的整体理解。如图4第
四列所示，CamoFormer-C 模型 [148] 和 FDNet 模
型 [135] 都可以处理 OV 属性并保持物体完整性。然
而，两个基于 Transformer 的模型未能做到这一点。
这一观察启发研究人员探索更有效率的方法，例如
在卷积框架内进行局部建模和跨域学习策略。

• 形状复杂（SC）属性表示一个物体包含的细窄的
部分，例如动物的脚。在图4的第 5 列中，竹节虫
的脚作为一个具体案例可以很好地展现了这种属性，
因为其细长的特点，很难准确地预测。而 HitNet 模
型 [143] 在输入高分辨率的图像时，能准确预测出用
红圈标注出的竹节虫的脚部细节。

• 遮挡（OC）属性指的是物体部分被遮挡，这也是
一般场景中常见的挑战 [184]。如图4所示，第 6 列显
示的两只猫头鹰被铁丝网遮挡了部分区域，导致它
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表 6 COD10K [2] 测试集上的定量比较。
Model Pub/Year Backbone Sα ↑ Fw

β ↑ M ↓ Ead
ϕ ↑ Emn

ϕ ↑ Emx
ϕ ↑ Fad

β ↑ Fmn
β ↑ Fmx

β ↑

• Convolution-based Backbone
SINet [2] CVPR20 ResNet-50 0.776 0.631 0.043 0.867 0.864 0.874 0.667 0.679 0.691

D2CNet [112] TIE21 ResNet-50 0.807 0.680 0.037 0.879 0.876 0.887 0.702 0.720 0.736
C2FNet [113] IJCAI21 Res2Net-50 0.813 0.686 0.036 0.886 0.890 0.900 0.703 0.723 0.743

TINet [115] AAAI21 ResNet-50 0.793 0.635 0.042 0.848 0.861 0.878 0.652 0.679 0.712
JSCOD [108] CVPR20 ResNet-50 0.809 0.684 0.035 0.882 0.884 0.891 0.705 0.721 0.738

LSR [24] CVPR21 ResNet-50 0.804 0.673 0.037 0.883 0.880 0.892 0.699 0.715 0.732
R-MGL [116] CVPR21 ResNet-50 0.814 0.666 0.035 0.865 0.852 0.890 0.681 0.711 0.738
S-MGL [116] CVPR21 ResNet-50 0.811 0.655 0.037 0.851 0.845 0.889 0.667 0.702 0.733

PFNet [25] CVPR21 ResNet-50 0.800 0.660 0.040 0.868 0.877 0.890 0.676 0.701 0.725
UGTR [117] ICCV21 ResNet-50 0.818 0.667 0.035 0.850 0.853 0.891 0.671 0.712 0.742

BAS [118] arXiv21 ResNet-34 0.802 0.677 0.038 0.869 0.855 0.870 0.707 0.715 0.729
NCHIT [119] CVIU22 ResNet-50 0.792 0.591 0.046 0.794 0.819 0.879 0.596 0.649 0.698

C2FNet-V2 [121] TCSVT22 Res2Net-50 0.811 0.691 0.036 0.890 0.887 0.896 0.718 0.725 0.742
CubeNet [122] PR22 ResNet-50 0.795 0.643 0.041 0.862 0.865 0.883 0.669 0.692 0.715
ERRNet [123] PR22 ResNet-50 0.786 0.630 0.043 0.845 0.867 0.886 0.646 0.675 0.702
TPRNet [124] TVCJ22 Res2Net-50 0.817 0.683 0.036 0.869 0.887 0.903 0.694 0.724 0.748
FAPNet [127] TIP22 Res2Net-50 0.822 0.694 0.036 0.875 0.888 0.902 0.707 0.731 0.758
BSANet [126] AAAI22 Res2Net-50 0.818 0.699 0.034 0.894 0.891 0.901 0.723 0.738 0.753
OCENet [130] WACV22 ResNet-50 0.827 0.707 0.033 0.885 0.894 0.905 0.718 0.741 0.764

BGNet [131] IJCAI22 Res2Net-50 0.831 0.722 0.033 0.902 0.901 0.911 0.739 0.753 0.774
PreyNet [132] MM22 ResNet-50 0.813 0.697 0.034 0.894 0.881 0.891 0.731 0.736 0.747

ZoomNet [134] CVPR22 ResNet-50 0.838 0.729 0.029 0.893 0.888 0.911 0.741 0.766 0.780
FDNet [135] CVPR22 Res2Net-50 0.840 0.729 0.030 0.906 0.919 0.935 0.728 0.757 0.788

SegMaR [136] CVPR22 ResNet-50 0.833 0.724 0.034 0.893 0.899 0.906 0.739 0.757 0.774
SINetV2 [23] TPAMI22 Res2Net-50 0.815 0.680 0.037 0.864 0.887 0.906 0.682 0.718 0.752

CamoFormer-C [148] arXiv23 ConvNeXt-B 0.860 0.770 0.024 0.926 0.926 0.935 0.778 0.798 0.818
CamoFormer-R [148] arXiv23 ResNet-50 0.838 0.724 0.029 0.900 0.916 0.930 0.721 0.753 0.786

PopNet [149] arXiv23 Res2Net-50 0.851 0.757 0.028 0.910 0.910 0.919 0.771 0.786 0.802
CRNet [142] AAAI23 ResNet-50 0.733 0.576 0.049 0.845 0.832 0.845 0.637 0.633 0.636
PFNet+ [26] Ssis23 ResNet-50 0.806 0.677 0.037 0.880 0.884 0.895 0.698 0.716 0.734

DGNet-S [28] MIR23 EfficientNet-B1 0.810 0.672 0.036 0.869 0.888 0.905 0.680 0.710 0.743
DGNet [28] MIR23 EfficientNet-B4 0.822 0.693 0.033 0.879 0.896 0.911 0.698 0.728 0.759

• Transformer-based Backbone
DTINet [133] ICPR22 MiT-B5 0.824 0.695 0.034 0.881 0.896 0.911 0.702 0.726 0.754

CamoFormer-S [148] arXiv23 Swin-B 0.862 0.772 0.024 0.932 0.931 0.941 0.780 0.799 0.818
CamoFormer-P [148] arXiv23 PVTv2-B4 0.869 0.786 0.023 0.931 0.932 0.939 0.794 0.811 0.829

HitNet [143] AAAI23 PVTv2-B2 0.871 0.806 0.023 0.936 0.935 0.938 0.818 0.823 0.838

们的视觉区域被分隔开。不幸的是，现有的大多数模
型都无法很好的处理这种情况。

• 不可定义的边界（IB）由于前景和背景难以区分，
具有很大的不确定性，因此很难被解决。如图4的最
后一列具有抠图级别的图像样本所示，模型均无法
正确区分目标边界。

• 图4的最后两行展示了由 SINet 模型 [2] 产生的预
测结果，这是最早的基线模型。目前的模型在定位
精度、边界细节和其他方面都有了显著改善。此外，
CRNet 模型 [142] 是一种由弱标签进行监督的方法，
可以有效地定位目标物体并达到令人满意的标准。

6讨论与展望

基于前文的文献回顾和实验分析，在本节中继续讨
论 CSU 领域所面临的五个挑战以及潜在的相关发展
方向。

•高效标签学习：深度学习技术已经显著推动了 CSU
领域的发展。然而，传统的有监督深度学习需要大量
数据和资源消耗。在实际场景中，我们希望模型能够
在有限的资源下工作，并具有良好的可移植性。因
此，开发有效的 CSU 任务学习策略是一个有前途的
方向，例如 CRNet [142] 中使用弱监督策略。

• 域自适应：伪装样本通常是从自然场景中收集的。
因此，在自动驾驶场景中部署模型以检测隐藏伪装
物体极具挑战。近期实践表明，可以使用各种技术来
缓解这个问题，例如域自适应 [185]、迁移学习 [186]、
少样本学习 [187] 和元学习 [188]。

• 高保真的合成数据集：为了缓解算法偏见，增加
数据的多样性和规模至关重要。人工智能内容生
成（AIGC）[189] 和深度生成模型，如生成对抗网
络 [190–192] 和扩散模型 [193, 194] 的快速发展，使
得创建通用领域的合成数据更容易。最近，为了解决
多模式训练图像稀缺性问题，Luo 等人 [107] 提出了
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图 4 十种 COS 方法的定性结果对比。每一列中视觉属性的描述描述请参见章节5.6。
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图 5 CDS2K 的样本图库。它收集自五个子数据库：（a-l）MVTecAD、（m-o）NEU、（p）CrackForest、（q）KolektorSDD
和（r）MagneticTile。有缺陷的区域用红色矩形标出。右上角展示 CDS2K 的词云可视化结果。下图展示 CDS2K 中每个类
别的阳性/阴性样本的统计数量。

一种基于扩散的图像生成框架，该框架在保留原始
标签的同时，在伪装样本上生成显著对象。由此，在
该数据集上训练的模型能够区分伪装目标和显著目
标，以获得稳健的特征表示。

• 神经架构搜索：自动网络架构搜索（NAS）是一个
很有前景的研究方向，可以发现在给定任务上具有
优越性能的最佳网络架构。在伪装环境中，NAS 可
以发现更有效的网络架构来处理具有复杂背景的场
景、高度可变的物体外观和有限数据标注。这可以开
发出更高效和有效的网络架构，从而提高准确性和
效率。将 NAS 与其他研究方向相结合，如域适应和
数据高效学习，可以进一步加强对伪装场景的理解。
这些探索方向具有显着推动技术水平不断提升的潜
力，并值得未来进一步研究。

• 大模型和提示工程：这个研究主题已经变得越来
越受欢迎，甚至成为了自然语言处理社区的一个新

的方向。最近，“分割一切模型”（SAM）[195] 被提
出，虽然它在几个伪装场景的无提示设置上存在局
限性 [196]，但是仍为计算机视觉领域带了很大的革
新。人们可以利用提示工程范式来简化工作流，使
用训练有素的强大编码器和特定任务的适应性，例
如特定任务的提示和多任务预测头。这种方法有望
将成为计算机视觉社区未来的趋势。大型语言模型
(LLMs) 给 AI 带来了新机遇和挑战，并进一步推动
了人工智能朝着通用人工智能迈进。然而，对于学
术界来说训练资源消耗巨大的大模型是具有挑战性
的。这可能会出现一个有前景的范式：最前沿的深度
CSU 模型被用作领域专家模型，同时大模模型可以
作为外部组件来提供辅助决策、表征等方式来协助
专家模型。
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表 7 CDS2K 数据集中正样本的数据统计。对于一个给定的图像，区域比率由 r =缺陷像素/所有像素 计算而得。值得注意
的是，这里只计算五个子数据集中的阳性样本数量。

Category 0% < r < 1% 1% ≤ r < 10% 10% ≤ r < 20% 20% ≤ r < 30% 30% ≤ r < 40% 40% ≤ r < 50% Total

M
V

T
ec

A
D

Objects-Pill 41 55 0 0 0 0 96
Objects-Screw 71 1 0 0 0 0 72

Objects-Tile 0 30 28 7 2 0 67
Objects-Transistor 1 7 0 0 0 0 8

Objects-Wood 2 26 2 0 0 0 30
Objects-Zipper 16 102 1 0 0 0 119
Texture-Bottle 3 39 20 1 0 0 63

Texture-Capsule 17 8 0 0 0 0 25
Texture-Carpet 37 45 0 0 0 0 82

Texture-Grid 39 18 0 0 0 0 57
Texture-Leather 70 21 0 0 0 0 91

Texture-Metal Nut 6 31 1 0 0 0 38

N
E

U OPDI 10 0 0 0 0 0 10
SDI 20 0 0 0 0 0 20

SPDI 15 0 0 0 0 0 15
CrackForest 28 90 0 0 0 0 118

KolektorSDD 31 0 0 0 0 0 31
Magnetic Tile Defect 216 70 27 27 24 24 388

Total 623 543 79 35 26 24 1330

表 8 对 CDS2K 的正样本进行定量比较。

Model Pub/Year Backbone Sα ↑ Fw
β ↑ M ↓ Ead

ϕ ↑ Emn
ϕ ↑ Emx

ϕ ↑ Fad
β ↑ Fmn

β ↑ Fmx
β ↑

SINetV2 [23] TPAMI22 Res2Net-50 0.551 0.215 0.102 0.509 0.567 0.597 0.223 0.248 0.258
HitNet [143] AAAI23 PVTv2-B2 0.563 0.276 0.118 0.574 0.564 0.570 0.298 0.298 0.299
DGNet [28] MIR23 EfficientNet-B4 0.578 0.258 0.089 0.552 0.569 0.579 0.274 0.291 0.297

CamoFormer-P [148] arXiv23 PVTv2-B4 0.589 0.298 0.100 0.590 0.588 0.596 0.330 0.329 0.339

7缺陷分割数据集

工业缺陷通常源于不良的生产过程，例如机械冲击、
工件摩擦、化学腐蚀和其他不可避免的物理因素，其
外部视觉形式通常表现为特殊的模式或异常值，例如
工业设备表面划痕、斑点、孔洞；织物表面色差、凹痕；
材料表面杂质、断裂和污渍等。尽管以前的研究通过
基于视觉技术（如分类 [197–199]、检测 [200–202]和
分割 [203–205]）取得了有希望的成果来识别视觉缺
陷。这些技术基于缺陷容易被检测到这一假设，但它
们忽略了那些“无缝”嵌入其材料环境中的具有挑战
性的缺陷。为此，本文精心地收集了一个新的多场景
基准，名为 CDS2K，用于伪装缺陷分割任务，其样
本选自现有的工业缺陷数据库。

7.1 数据集组织

为了创建一个高质量的数据集，本文确立了三个数
据选取原则：（a）所选择的样本应包括至少一个有缺
陷的区域，这将作为一个正样本。（b）缺陷区域应具

有与背景相似的模式，使其难以识别。（c）本文还选
择正常样例作为负样本，以提供与正样本的对比。这
些样本选自以下著名的缺陷分割数据库。

• MVTecAD5 [206, 207] 包含若干正负样本，用于无
监督的异常检测。本文手动选择了 748 个正样本和
746个负样本，这些样本有两个主要的伪装模式：（a）
目标类别，如图5的第一行：药丸、螺丝、瓷砖、晶
体管、木材和拉链；（b）纹理类别，如图5的第二行：
瓶子、胶囊、地毯、网格、皮革和金属螺母。正/负
样本的数量在图5中用黄色圆圈指示。
• NEU6 提供了三个不同的数据库：油污缺陷图
像 [208]（Oil Pollution Defect Images, OPDI）、斑
点缺陷图像 [209]（Spot Defect Images, SDI）和钢凹
陷缺陷图像 [210]（Steel Pit Defect Images, SPDI）。
如图5中第三行绿色圆圈标注的子图所示，本文从这
些数据库中分别选择了 10、20 和 15 个正样本。

5 https://www.mvtec.com/company/research/datasets/
mvtec-ad

6 http://faculty.neu.edu.cn/songkechen/zh_CN/zdylm/263270/
list/index.htm

https://www.mvtec.com/company/research/datasets/mvtec-ad
https://www.mvtec.com/company/research/datasets/mvtec-ad
http://faculty.neu.edu.cn/songkechen/zh_CN/zdylm/263270/list/index.htm
http://faculty.neu.edu.cn/songkechen/zh_CN/zdylm/263270/list/index.htm
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(a) Negative (b) Positive (c) Bounding Box (d) Mask

图 6 不同标注的可视化。从 MVTecAD 数据库中选择了一
组图像，包括一个负样本（a）和一个正样本（b）。提供了相
应的标注：类别（木材上的划痕）、缺陷位置：边界框（c）和
分割掩码（d）。

• CrackForest7 [211, 212] 是一个具有密集型注释的
道路裂缝图像数据库，用于城市道路表面的健康监
测。本文从中选择了 118个具有伪装性质的样本，这
些样本显示在图5的第三行红圈标注的子图中。
• KolektorSDD8 [204] 是由 Kolektor 课题组收集和
标注的，其中包含了一些来自真实世界案例中受控
工业环境中的缺陷以及非缺陷表面图像。本文手动
选择了 31 个正样本和 30 个负样本，详见图5的第三
行蓝色圆圈标注的子图。
• Magnetic Tile Defect9 [213] 数据集包含六个常见
的磁砖缺陷和对应的密集型标注。本文挑选了 388
个正样本和 386 个负样本，详见图5中白色圆圈标注
的子图。

7.2 数据集描述

数据集 CDS2K 包括 2,492 个样本，由 1,330 个正样
本和 1,162个负样本组成。每个样本都包含三个不同
的人工标注的标签：类别、边界框和逐像素的分割掩
码。图6举例说明了这些不同的标注。每个类别的缺
陷区域的平均比例详见表7，这表明大多数缺陷区域
都相对较小。

7.3 对 CDS2K 数据集的评估

本节，评估了现阶段前沿的 COS 模型在 CDS2K 的
正样本上的泛化能力。根据代码的可获取性，本文
选择了四种表现最好的 COS 方法：SINetV2 [23]、
DGNet [28]、CamoFormer-P [148]以及 HitNet [143]。

7 https://github.com/cuilimeng/CrackForest-dataset
8 https://www.vicos.si/resources/kolektorsdd/
9 https://github.com/abin24/Magnetic-tile-defect-datasets

正如在表8中报告的那样，这些模型在处理跨域样本
时并不有效，这表明需要进一步探索自然场景和下
游应用之间的域差异问题。

8总结

本文旨在提供一个为伪装场景理解（CSU）量身定制
的深度学习技术综述。为了帮助读者全面了解该领
域的整体发展情况，本文做出了四项贡献：首先，本
文提供了详细的 CSU 领域调研，包括其背景、分类
介绍、特定任务下的技术挑战性以及在深度学习时
代取得的进展。据我们所知，这项调查是目前此领域
内最全面的综述。其次，本文创建了体量最大和方法
最新的伪装目标分割（COS）的测评基准，该基准展
示了对最先进技术的定量比较。第三，本文收集了
相关数据集进而构建出了一个规模最大的伪装工业
缺陷分割数据集 CDS2K，包含来自多种工业场景中
的困难样例，并在此基础上构建了一个综合性基准
评测来评估深度 CSU 模型方法在实际场景中的通用
性。最后，本文讨论了这个社区的开放问题和潜在方
向，旨在促进这一领域未来进一步的研究和发展。

本文得出以下几方面结论。（1）模型：最常见的
思路是基于 UNet架构进行模型设计，并添加注意力
模块进行特征增强。考虑额外的先验信息和/或引入
辅助任务参与训练，可以在一定程度上提高性能，这
方面还有许多潜在的问题值得去探索；（2）训练：在
COS 任务中，全监督学习仍是当前伪装目标分割领
域的主流策略，但很少有研究解决数据不足或标签
不足条件下的学习问题。CRNet模型 [142]是解决这
一问题的一次好的尝试。（3）数据集：现有的数据集
规模不足且缺乏多样性，社区内也需要更多专业化
领域的伪装样本，例如自动驾驶和临床诊断领域；（4）
性能：基于 Transformer 架构和 ConvNext 架构的
模型在性能上明显优于其他模型。计算代价和模型
性能的权衡仍未得到充分研究。在这方面 DGNet 模
型 [28] 是一个很好的尝试。（5）评测指标：当前没
有专门适用于伪装领域的评价指标，以考虑不同数
据样本的不同伪装程度，从而给出一个无偏的评价
结果。

https://github.com/cuilimeng/CrackForest-dataset
https://www.vicos.si/resources/kolektorsdd/
https://github.com/abin24/Magnetic-tile-defect-datasets
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现有的伪装场景理解技术方案侧重于利用外观
属性（如颜色、纹理、边界）来识别伪装物体，而没
有从语义的角度（例如物体之间的关系）进行充分的
场景感知和输出。语义层面的认知是下一代伪装视
觉感知的关键。因此在不久未来，伪装场景理解模型
应该包含各种语义能力，包括整合高层次的语义、学
习视觉语言知识 [214] 以及模拟物体间的交互关系。
我们希望这份综述能够为新加入此方向的研究

人员提供一个详细的概述，也为相关专家提供一定
的参考，并促进未来的研究。
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